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1. 问题定义及其分析

当批处理大小（Batch Size）增大时，各种超参数尤其是学习率（Learning
Rate）应该如何调整，才能保持原本的训练效果并最大化训练效率呢？这称为
Batch Size和学习率之间的缩放规律（Scaling Law）。

2. 问题解决

2.1 单调有界

参考 OpenAI的经典工作《An Empirical Model for Large-Batch Training》，它
通过损失函数的二阶近似来分析 SGD的最优学习率，得出“学习率随着批处理
大小的增加二单调递增但有上界”的结论。整个推导过程最关键的思想是将学

习率也视作优化参数：设待优化函数为 𝑓(𝜽)，当前批处理大小的梯度为 𝒈ℛ，那

么 SGD后的损失函数为 𝑓(𝜽 − 𝜂𝒈ℛ)，将最优学习率的求解视为优化问题：

𝜂∗ = argmin
𝜂

𝔼[𝑓(𝜽 − 𝜂𝒈ℛ)] (1)

式(1)表示，选择学习率使得平均而言损失值下降最快。由泰勒级数得：

𝑓(𝜽 − 𝜂𝒈ℛ) ≈ 𝑓(𝜽) − 𝜂 < 𝒈ℛ, ∇𝜽𝑓(𝜽) > +1
2𝜂2 < 𝒈ℛ, 𝓗𝒈ℛ >

≜ 𝑓(𝜽) − 𝜂 < 𝒈ℛ, 𝒈 > +1
2𝜂2 < 𝒈ℛ, 𝓗𝒈ℛ >

(2)

其中，∇𝜽𝑓(𝜽)表示函数 𝑓(.)在点 𝜽处的梯度，即一阶偏导数向量。𝓗表示函

数 𝑓(.)在点 𝜽处的 Hessian矩阵，即二阶偏导数矩阵。接着求期望：

𝔼[𝑓(𝜽 − 𝜂𝒈ℛ)] ≈ 𝔼[𝑓(𝜽) − 𝜂 < 𝒈ℛ, 𝒈 > +1
2𝜂2 < 𝒈ℛ, 𝓗𝒈ℛ >]

= 𝔼[𝑓(𝜽)] − 𝜂𝔼[< 𝒈ℛ, 𝒈 >] + 1
2𝜂2𝔼[< 𝒈ℛ, 𝓗𝒈ℛ >]

= 𝑓(𝜽) − 𝜂||𝒈||22+ < 𝒈, 𝓗𝒈 > +Tr(𝜮𝓗)
𝐵

(3)
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假设 1 𝓗为正定方阵。

基于假设1，那么问题就变成了二次函数的最小值，解得：

𝜂∗ ≈ ||𝒈||22
< 𝒈, 𝓗𝒈 > +Tr(𝜮𝓗)

𝐵
= 𝜂max

1 + ℬnoise/𝐵
,

𝜂max = ||𝒈||22
< 𝒈, 𝓗𝒈 >, ℬnoise = Tr(𝜮𝓗)

< 𝒈, 𝓗𝒈 >

(4)

当 𝐵 ≪ ℬnoise时，1 + ℬnoise
𝐵 ≈ ℬnoise

𝐵 ，所以 𝜂∗ ≈ 𝜂max𝐵
ℬnoise

∝ 𝐵，即线性缩放；当
𝐵 > ℬnoise 时，𝜂∗ → 𝜂max，这意味批处理大小增加的成本远大于训练效率的提

升。所以，ℬnoise相当于一个分水岭，当批处理大小超过数值时，就没有继续投

入算力增大批处理大小了。

2.2 实践分析

假设 2 𝓗近似单位方阵的若干倍。

基于假设(2)，有：
ℬnoise ≈ Tr(𝜮)

||𝒈||22
≜ ℬsimple (5)

ℬsimple在计算更为可行，且实验发现也为 ℬnoise的一个良好近似，因此选择估计

ℬsimple而不是 ℬnoise。算法1展示了如何估算 ℬsimple。需要注意的是每一轮 epoch
得到的 ℬsimple 是变化的，所以如果希望得到一个静态的规律，需要持续训练几

轮 epoch，等到模型的训练进入“正轨”后计算的 ℬsimple才可靠的，或者也可以

在训练过程中持续监控 ℬsimple，从而辅助更好地估算最优 ℬsimple。

算法 1 ℬsimple的估算算法

输入: 训练样本集𝓓，缓存梯度 −𝒈𝑙，缓存范数值
−
L2,𝑙。

输出: 估计的 ℬsimple。

1 固定模型参数：选择一个固定的模型参数点 𝜽𝑙;
2 对于 𝑡 = 1到 𝑇 执行
3 随机抽取训练样本子集：𝓡𝑡 ⊆ 𝓓;
4 梯度计算：𝒈𝑙,𝑡 = ∇𝜽𝑙,𝑡−1

ℒ;
5 梯度累积：

−𝒈𝑙,𝑡 = −𝒈𝑙,𝑡−1 + 𝒈𝑙,𝑡
𝑇 ;

6 范数累积：
−
L2,𝑙,𝑡 =

−
L2,𝑙,𝑡−1 + ||𝒈𝑙,𝑡||22

𝑇 −1 ;
7 计算估计的 Tr(𝜮)：Tr(𝜮) ≈

−
L2,𝑙,𝑡 − 𝑇

𝑇 −1 ||−𝒈𝑙,𝑡||22;
8 计算估计的 ||𝒈||22：||𝒈||22 ≈ ||−𝒈𝑙,𝑡||22;
9 计算估计的 ℬsimple。
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2.3 数据效率

从上述结果出发，还可以推导训练数据量和训练步数之间的渐进关系。将

式(4)代入待优化函数中可以算得，在最优学习率下每一步迭代带来的损失值减
少量为：

Δℒ = 𝑓(𝜽) − 𝔼[𝑓(𝜽 − 𝜂∗𝒈ℛ)] ≈ (Δℒ)max
1 + ℬnoise/𝐵,

(Δℒ)max = ||𝒈||22
2 < 𝒈, 𝓗𝒈 >

(6)

当 𝐵 → ∞也就是全量 SGD，每一步损失值减少量达到了最大值 (Δℒ)max，此

时可以用最少的训练步数（记为 𝑆min）到达目标点。当 𝐵有限时，每一步的损
失值下降量平均只有 Δℒ，这意味着需要 1 + ℬnoise/𝐵步才能到达全量 SGD单
步的下降量，所以训练的总步数大约为 𝑆 = (1 + ℬnoise/𝐵)𝑆min。

由于批处理大小为 𝐵 时，训练过程消耗的样本总数为 𝑁 = 𝐵𝑆 = (𝐵 +
ℬnoise)𝑆min，这是 𝐵的增函数。当 𝐵 → 0时，使得 𝑁min = ℬnoise𝑆min，这表明只

要足够小的批处理大小去训练模型，那么所需的训练样本总数 𝑁 也会相应地减
少，代价是训练步数 𝑆 增多。综合起来，这些符号的关系为：

( 𝑆
𝑆min

− 1) ( 𝑁
𝑁min

− 1) = 1 (7)

式(7)为训练数据量和训练步数之间的缩放规律，表示数据量越小，训练步数更
多，即缩小批处理大小，才能更大可能达到最优解。

3. 实验结果及其分析

4. 结论及其反思
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